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Aprendizaje maquina aplicado al analisis de datos de posicionamiento en
series temporales

I bien en el anterior articulo se describia una
metodologia para detectar anomalias en conjun-
tos de datos en series temporales ligadas a activos
de plataforma naval, en este se trata una temética
distinta, de un entorno potencialmente mas ope-
racional y con un enfoque diferente.

En entornos operacionales, por ejemplo de
vigilancia de trafico durante la navegacion (1)
aérea (2) o maritima (3), se registran series tem-
porales de datos de posicionamiento (figura 1)
de los nodos vigilados (aviones o buques).

(1) Li,M,; L1, B.; Q1,Z.; L1,J.; Wu, J. (2024): «Enhancing Maritime Navigational Safety:
Ship Trajectory Prediction Using ACoAtt-LSTM and AIS Data». ISPRS International Journal
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(2) Stanpruss, T.; HIRTE, G.; ScHULTZ, M.; FRICKE, H. (2024): «Efficiency assessment in
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(3) DARANDA, A.; DzZEMYDA, G. (2020): «Navigation Decision Support: Discover
of Vessel Traffic Anomaly According to the Historic Marine Data». International Journal of
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Figura 1. Las rutas de trdfico maritimo global han crecido un 300 por 100 desde 1992.
(Fuente: TOURNADRE, 2014) (4)

Esto es tipico en centros de vigilancia de trafico aéreo civiles (5) y militares,
como los de control de trafico maritimo (6). En este articulo se discute la nece-
sidad de evaluar las anomalias de comportamiento de nodos en navegacion a
través de las series temporales de las trazas registradas, y se propone una meto-
dologia adecuada para control con machine learning (aprendizaje maquina) de
aquellas trazas que presentan anomalfas respecto a la normalidad entrenada
para cada ruta seguida. Siempre que se trate el tema de navegacion en este
articulo se referird a ambos dominios, aéreo y maritimo, indistintamente, por la
capacidad de aplicar las técnicas descritas en sendos campos.

En los dltimos afios, el tréfico aéreo y maritimo ha experimentado un incre-
mento significativo (figura 2), lo que plantea desafios considerables en cuanto
ala seguridad de la navegacion. La seguridad en el trafico de navegacién aérea
y maritima depende en gran medida de las decisiones tomadas por sus tripula-
ciones y de las situaciones especificas que enfrenten (meteoroldgicas y otras). La

Computers Communications & Control, 15(3), 3864, https://doi.org/10.15837/ijccc.
2020.3.3864

(4) TOURNADRE, J. (2014): «Anthropogenic pressure on the open ocean: The growth of
ship traffic revealed by altimeter data analysis». Geophysical Research Letters, 41(22), 7924-
7932, https://doi.org/10.1002/2014GL061786

(5) EUROCONTROL (2022): «Analysis Paper: Performance 2022. The year European
aviation bounced back, despite war & Omicron/COVID». Aviation Intelligence Unit.

(6) MADARIAGA, E.; ORTEGA, A .; ORIA, J. M.; Diaz, E.; SALAMA, R. (2015): «Maritime Se-
curity with website of the Spanish Armada». ResearchGate.
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Passenger traffic expected to grow at 3.6% from 2019 to 2041
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Figura 2. Evolucién de la demanda del trafico aéreo de pasajeros.
(Fuente: SHPARBERG & LANGE, 2022) (7)

deteccion de anomalias en el trafico controlado es crucial para prevenir situa-
ciones peligrosas y tomar decisiones oportunas que garanticen una navegacion
segura.

En este contexto, este articulo presenta un método para detectar anomalias
en el trafico aéreo (con datos obtenidos de EUROCONTROL), que es directa-
mente aplicable al control del trafico maritimo, combinando el algoritmo de
agrupamiento DBSCAN (Density-Based Spatial Clustering of Applications with
Noise) (8) con un andlisis de los k-vecinos mas cercanos entre los clisteres.
Este enfoque se aplica a datos histdricos del trafico, concretamente a puntos de
giro de las aeronaves, proporcionando un criterio numérico formal para distinguir
entre casos de trafico normal y situaciones anémalas.

El propésito de realizar este tipo de andlisis es doble. Por un lado, busca me-
jorar la toma de decisiones en materia de navegacion mediante la identificacion
temprana de comportamientos inusuales que puedan indicar potenciales riesgos
o actividades ilegales, como por ejemplo seria en trafico maritimo la pesca

(7) SHPARBERG, S.; LANGE, B. (2022): «Global Market Forecast 2022», https://www.air-
bus.com/sites/glfiles/jlcbtal 36/files/2022-07/GMF Presentation-2022-204 1 pdf

(8) ESTER, M.; KRIEGEL, H.-P.; SANDER, J.; XU, X. (1996): «A Density-Based Algorithm
for Discovering Clusters in Large Spatial Databases with Noise». Proceedings of the Second In-
ternational Conference on Knowledge Discovery and Data Mining (KDD-96). Institute for Com-
puter Science, University of Munich.
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ilegal, el contrabando u otros. Por otra parte, este anélisis responde a la necesidad
de adaptar y desarrollar métodos que puedan manejar la complejidad y la espe-
cificidad de los datos de navegacion aérea, que son dindmicos y multidimen-
sionales. Dado que el error humano se identifica como una causa principal de
accidentes, el desarrollo de herramientas automatizadas de apoyo a la decision
que puedan alertar a las autoridades competentes sobre anomalias en tiempo
real es esencial para mejorar la seguridad y la eficiencia del trafico, tanto aéreo
como maritimo.

En la literatura existente en el estado del arte se comprueba que éste es un
tema de alto interés y se exploran diversas técnicas de aprendizaje profundo
para la prediccidn de trayectorias de navegacion, con énfasis en la mejora de la
seguridad. Un enfoque es el uso de redes neuronales LSTM (Long Short-Term
Memory) para predecir trayectorias. Este método se distingue por su habilidad
para procesar secuencias temporales de datos AIS (Automatic Identification
System) y capturar relaciones complejas entre atributos dindmicos de los barcos,
como velocidad y direccién.

Ademas del LSTM, existen otras técnicas avanzadas en el campo del apren-
dizaje automadtico y profundo que podrian aplicarse a la prediccion de trayectorias
en series temporales. Entre ellas, se encuentran las redes neuronales convolu-
cionales (CNN), que pueden ser ttiles para capturar patrones espaciales en
datos geolocalizados, y los modelos generativos adversarios (GAN), que podrian
emplearse para generar trayectorias futuras potenciales basadas en patrones
aprendidos de datos histéricos de navegacion. Estas técnicas, al ser exploradas
y adaptadas al contexto especifico de la navegacion maritima, podrian ofrecer
nuevas perspectivas y mejoras significativas en la prediccion de trayectorias,
contribuyendo asi a una navegacién mds segura y eficiente. Sin embargo, el
entrenamiento de estos modelos suele ser mds costoso que otros de machine
learning mas sencillos y que pueden dar resultados satisfactorios para los
objetivos planteados.

Justificacion del modelo DBSCAN para deteccion de anomalias en nave-
gacion

El modelo DBSCAN para la clasificacion de normalidad en trazas de vuelos
comerciales se fundamenta en varias particularidades y ventajas que se alinean
con los objetivos y necesidades de la investigacion, debido a su capacidad de
andlisis de datos espaciales complejos. Primero, DBSCAN es capaz de identificar
clusteres de formas arbitrarias, lo que lo distingue de otros algoritmos de agru-
pamiento de datos, como K-means, que se limita a identificar clisteres de
formas esféricas. Esta caracteristica es crucial para el andlisis de trazas
de vuelos comerciales, ya que las rutas pueden adoptar diversas configuraciones
espaciales en funcion de multiples factores, como restricciones geogréficas y
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Figura 3. Una comparacion esquematica de la naturaleza de los clisteres formados por los
algoritmos DBSCAN y K-means. (Fuente: MOCHURAD, L., et al., 2023) (9)

regulaciones aéreas. Ademds, DBSCAN minimiza la influencia de puntos
atipicos o ruido al no forzar la inclusién de estos puntos en clisteres, a diferencia
de algoritmos como K-means (figura 3), donde cada punto debe ser asignado a
un cluster. Esto resulta especialmente titil en el contexto de navegaciéon que
atafie a este articulo, donde es comun encontrar datos anémalos o comporta-
mientos atipicos debidos a emergencias, condiciones meteoroldgicas adversas
o desviaciones de ruta por razones de seguridad.

El algoritmo se basa en la densidad de los puntos, agrupando los que estdn
préximos entre si y marcando como ruido aquéllos que se hallan en regiones
de baja densidad. Este enfoque permite una representacion mas fiel de las
concentraciones naturales de las trazas, facilitando la identificacién de patro-
nes normales y anomalos en los vuelos. DBSCAN requiere dos pardmetros
principalmente: € (10), que define la mdxima distancia entre dos puntos para
que sean considerados vecinos, y minPts, el nimero minimo de puntos

(9) MOCHURAD, L., SYDOR, A.; RATINSKIY, O. (2023): «A fast parallelized DBSCAN algorithm
based on OpenMP for detection of criminals on streaming services». Frontiers in Big Data, 6,
1292923, https://doi.org/10.3389/fdata.2023.1292923

(10) RAHMAH, N.; SUKAESIH SITANGGANG, I. (2016): «Determination of Optimal Epsilon
(Eps) Value on DBSCAN Algorithm to Clustering Data on Peatland Hotspots in Sumatra».
IOP Conference Series: Earth and Environmental Science, 31.
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requeridos para formar un cldster. Estos pardmetros permiten una gran flexibi-
lidad en la definicién de qué constituye un cldster, adaptdndose a las variaciones
en la densidad de los datos.

Las ecuaciones que describen el modelo DBSCAN son fundamentales para
entender su funcionamiento. Un punto p es considerado como punto nucleo si
el nimero de puntos dentro de un radio ¢ (incluido él mismo) es al menos
minPts. Un punto ¢ es directamente alcanzable desde p si g estd a no més dis-
tancia de € de p, y p es un punto nicleo. Un clister se forma entonces por un
punto nicleo p y todos los puntos que son alcanzables directa o indirectamente
desde p. Los puntos que no son alcanzables desde ningin punto nicleo son
considerados ruido. Estas definiciones permiten a DBSCAN adaptarse a la den-
sidad variable de los datos, identificando clisteres basados en la proximidad
espacial y la densidad de puntos.

Las ecuaciones fundamentales y condiciones que describen el modelo
DBSCAN, centradas en los conceptos de densidad y alcanzabilidad, son las
siguientes:

— Punto nicleo (core point): un punto p de la traza de navegacion es
considerado un punto ntcleo si el nimero de puntos dentro de su ve-
cindario ¢ (incluyéndose a si mismo) alcanza o supera un umbral minimo
minPts. Esto se formaliza como:

N(p) = {q € D|dist(p, q) < €}

donde Ne¢(p) es el e-vecindario de p, incluyendo todos los puntos ¢, tal
que la distancia entre p y ¢ no excede €,y D es el conjunto de datos. Si
/Née(p)/ = minPts, entonces p es un punto nucleo.

— Punto directamente alcanzable: un punto g es directamente alcanza-
ble desde un punto p si g estd dentro del e-vecindario de p y p es un
punto ntcleo. Esto implica una relacion directa que depende del valor
de &€ y minPts.

— Punto alcanzable: un punto g es alcanzable desde p si existe una se-
cuencia de puntos p/, p2...pntal que pl = p,pn =gq,y pi + I es di-
rectamente alcanzable desde pi para /I < i < n. Esto establece una
cadena de puntos directamente alcanzables que conecta p con q.

— Ruido: un punto que no es alcanzable desde ningtin punto nticleo es
considerado ruido. En otras palabras, si un punto p no cumple las con-
diciones para ser un punto nicleo o no es alcanzable desde algiin
punto nucleo, entonces p es clasificado como ruido.

Del mismo modo que el anteriormente descrito DBSCAN, el modelo
HDBSCAN, o Hierarchical DBSCAN, extiende DBSCAN al incorporar una
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perspectiva jerdrquica, lo que lo hace més flexible en la deteccién de cluiste-
res con diferentes densidades. No necesita el pardmetro ¢; en cambio, se basa
en un pardmetro de persistencia de cldsteres para determinar qué cldsteres
son significativos. Este enfoque jerdrquico permite que HDBSCAN se ajuste
a variaciones locales de densidad, haciéndolo mas adecuado para datos com-
plejos o con estructuras de clusteres anidados. Ademas, HDBSCAN es mads
robusto en la seleccion de pardmetros y a menudo produce resultados de
agrupamiento mds consistentes.

Para la deteccion de anomalias en series temporales de trafico de navega-
cidn, la eleccién entre DBSCAN y HDBSCAN depende de la naturaleza de
los datos. DBSCAN puede ser util si el trafico aéreo tiene patrones de densi-
dad relativamente uniformes y si los pardmetros pueden ser determinados de
manera confiable a través de la experiencia o la experimentacién. Por otro
lado, HDBSCAN es preferible cuando se enfrenta a series temporales mds
complejas, donde los patrones de trafico pueden variar ampliamente en den-
sidad debido a factores como los horarios de vuelo o las condiciones meteo-
rolégicas. La habilidad de HDBSCAN para adaptarse a variaciones de densi-
dad y su menor sensibilidad a la seleccion de pardmetros lo hacen un
candidato fuerte para detectar anomalias en escenarios de trdfico aéreo
donde los patrones pueden no ser uniformemente densos o bien definidos.

Los objetivos de este articulo son, pues, comparar los resultados de los al-
goritmos DBSCAN y HDBSCAN para detecciéon de anomalias en trazas de
vuelos comerciales, analizar el impacto de la geometria del conjunto de datos,
evaluar el papel del preprocesado de datos en las trazas de series temporales
de navegacion (aérea en este caso) y finalmente comparar el coste computa-
cional de ambas soluciones.

Datos utilizados para experimentacion con el modelo

Para este estudio se utilizé un conjunto de datos d¢ EUROCONTROL
(figura 4), organizacién paneuropea que se encarga, entre otras cosas, de reco-
pilar datos estadisticos y predictivos sobre la aviacion y los pone a disposicion
de la comunidad investigadora. La informacidn obtenida para la investigacion
incluye mediciones realizadas durante los meses de marzo, junio, septiembre
y diciembre, desde marzo de 2015 hasta marzo de 2020.

Los datos estdn estructurados originalmente, antes del preprocesamiento,
en conjuntos separados por mes y afio, resultando en un total de 21 conjuntos
de datos que requeririan ser unificados para la investigacion.

El objeto principal de este dataset son los vuelos, y las diferentes dimen-
siones disponibles son puntos de vuelo (flight_points), regiones de informa-
cién de vuelo por las que se pasa a lo largo del vuelo (flight_FIR) y unidades
de control aeroespacial del vuelo (flight_AUA). Cada vuelo tiene un nimero
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(a) (b)

Figura 4. (a) Densidad de rutas de vuelos en trafico aéreo europeo; (b) Regiones de informa-
cién de vuelos (FIR) en Europa. (Fuente: STANDFUSS & ScHULTZ, 2018) (11)

de identificacién interno denominado ECTRL ID, que serd referenciado en
las tablas de cada dimension. Las tablas que modelan la dimension de los
puntos de vuelos disponen de una referencia al identificador interno del vuelo
(ECTRL ID), un nimero en la secuencia de vuelo de dicho punto (sequence
number), hora (time over), altitud, latitud y longitud (flight level, latitude
y longitude respectivamente), entre otros datos presentes en los datos ori-
ginales.

El conjunto de datos incluye tanto informacién planificada como real cap-
turada por radares y otras fuentes y abarca vuelos de todos los aeropuertos
europeos y algunos internacionales, pero se centra el estudio en 1.710 con
origen en Madrid y destino en A Coruiia, Oviedo, Bilbao, Barcelona, Cérdoba
y Jerez entre los afios 2015 a 2020, sélo para los cuatro meses de marzo, junio,
septiembre y diciembre.

Metodologia de analisis de normalidad planteada, preprocesado de los
datos y descripcion de la experimentacion

El objetivo es realizar modelos de normalidad con DBSCAN y HDBSCAN
detectando los vuelos que sean categorizados como outliers (andémalos) y no se
puedan hacer corresponder con los cldsteres creados. Estos clusteres, o agrupa-
mientos de trazas de vuelos, son calculados a partir de las distancias (similitud)

(11) StanDFUSs, T.; SCHULTZ, M. (2018): «Performance Assessment of European Air Navi-
gation Service Providers». Conference Paper, September 2018, https://doi.org/10.1109/
DASC.2018.8569839
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de las trazas. Es decir, que se crean a partir del histérico de datos de navega-
cién total conjuntos de vuelos asociados por similitud entre ellos a rutas
navegadas, y con el modelo entrenado se puede asociar una nueva traza a
alguno de los cldsteres. En funcién de la similitud de la traza se asignara a
un cldster o se clasificard como outlier. Esto es de interés debido a que, con
un coste computacionalmente bajo, se puede determinar la normalidad de la
trayectoria seguida por una traza de navegacion respecto a todas las exis-
tentes.

Aunque el objetivo puede parecer trivial, la forma en que se resuelva el
problema (el cual tiene infinitas soluciones) determina la bondad de los re-
sultados. El objetivo, como en cualquier problema de machine learning
(aprendizaje automadtico), es la correcta generalizacién del modelo, sin co-
meter overfitting (considerar todos los modelos normales o dentro de un
clister) o hacer underfitting (obtener excesivas anomalias y criterios de
cldster complejos).

Lo primero que hay que considerar en los datos de trazas de vuelos serd
filtrar, entre todos los descargados, los necesarios para la experimentacién. El
conjunto de datos aporta informacién para cada trayectoria de los aeropuertos
de entrada, variables ADEP (aeropuerto de salida) y ADES (aeropuerto de
destino). Se usaran esos campos para filtrar la informacién. También, en algu-
nos experimentos, se propone un paso previo en el que se eliminardn de las
trayectorias ya filtradas, los puntos de taxi (figura 5).

Parked Taxi Takeoff & Climb Cruise Descent Approach Landing
Departure T &
h Taxi to Gate
takeaff to and/or flaps IAF of flaps
WFaNSOR-1-Elimd 10 visual
alitude and/or referonce
@ landing

| Sme— / 10,000 ft. AGL 10,000 ft. AGL \ ) SN

Figura 5. Fases de vuelo de una aeronave. (Fuente: adaptado de HANIFA, et al., 2018) (12)

(12) HANIFA,N., et al. (2018): «Detection of unstable approaches in flight track with recu-
rrent neural network». In Proceedings of the 2018 International Conference on Information
and Communications Technology (ICOIACT) (pp. 735-740). IEEE, doi:10.1109/ICOIACT.
2018. 8350754
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Se denomina periodo de taxi a la fase en la que las aeronaves se desplazan
desde la posicién de estacionamiento hasta la pista de despegue y desde que
aterrizan hasta que llegan a la posicion de estacionamiento. Para cada trayec-
toria, los puntos de taxi tienen las mismas coordenadas, las del aeropuerto de
salida o de llegada, dependiendo de si se trata del taxi de salida o de llegada.
Es por esto por lo que se propone eliminar estos puntos y dejar uno unico
coincidente con las coordenadas de los aeropuertos.

Por ultimo, y mds importante en cuanto al preprocesado de los datos, se
procede a interpolar puntos en las trayectorias para poder compararlas, igua-
lando el nimero de puntos de las trayectorias de cada experimento al nimero
de puntos de la trayectoria con mayor nimero de puntos. La interpolacion se
hace de forma lineal en tres dimensiones y no sélo en las coordenadas de
longitud y latitud, sino que también se interpola la altura (figura 6).

(a) (b) (©)

Figura 6. Ejemplo de altimetrias respecto a la distancia de vuelo normalizada en los 757 efectuados

entre Madrid-Barcelona durante marzo de 2015: (a) Datos originales, (b) Datos eliminando pun-

tos taxi y (c) Datos con interpolacién de puntos respecto al vuelo con mayor nimero de puntos.
(Elaboracién propia)

En este articulo se presentan dos experimentos con los vuelos descritos
con salida desde Madrid y llegada a los aeropuertos de Alicante, Barcelona,
Bilbao, A Corufia, Cordoba, Granada o Jerez durante cuatro meses de 2015.
La diferencia entre ambos radica en el preprocesado. En el primero se apli-
can todos los pasos de preprocesado, pero se dejan intactos los puntos de
taxi.

El primer objetivo es crear la matriz de distancias M de los 1.710 vuelos;
para cada uno se calcula una distancia de traza respecto a todos los demds,
obteniendo una matriz cuadrada de dimensiones n x n para un conjunto de n
vuelos.
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Se calculan estas distancias entre vuelos siguiendo dos metodologias dife-
rentes: la ERP (Edit Distance with Real Penalty) y la SSPD (Symmetrized Seg-
ment-Path Distance).

El algoritmo de ERP (Chen & Ng, 2004) (13) es de la familia del edit fra-
mework, que nos devuelve el nimero de acciones necesarias para transformar
una trayectoria y afiade una penalizacion al coste de cada accion en base a la
distancia que existe entre los segmentos que se estdn comparando. Este dltimo
detalle, el coste en base a la distancia, es la principal diferencia con respecto
a EDR (Endpoint Detection and Response). En esta definicién dos puntos
coinciden si se encuentran a menos de una distancia ¢, siendo esta distancia
minima mayor que 0.

La SSPD (Besse, Guillouet, Loubes & Royer, 2016) (14) es una medida de
distancia propuesta especialmente para ser utilizada en tareas de agrupa-
miento. Como peculiaridad, discretiza las trayectorias en base a segmentos en
vez de puntos (figura 7).

SSPD(A,B) — SPDEA.BJ-;SPD(B,A]

donde:
SPD(A,B) = 15", Dp(ai, B)

m

con:

Dyi(ai, B) = minjcjg 1) Dps(ai, b))

A diferencia de las anteriores metodologias ERP y SSPD, en la familia de
las semejanzas espaciales, la cominmente utilizada distancia euclidea (ED) no

(13) CHEN, L.; NG, R. (2004): «On the marriage of Ip-norms and edit distance». Proceedings
of the Thirtieth International Conference on Very Large Data Bases, volume 30 (pp. 792-803).
VLDB Endowment.

(14) BESSE, P.; GUILLOUET, B.; LOUBES, J.-M.; ROYER, F. (2016): «Review and perspective
for distance-based clustering of vehicle trajectories». IEEE Transactions on Intelligent Trans-
portation Systems, 17(11), pp. 3.306-3.317.

2024] 59



TEMAS PROFESIONALES

Pl DSPD(T] )=
: n
Py 20 Z Dpr })!ll, T2
S 31 1
P s

tiene en cuenta el tiempo, sola-
mente la geometria espacial de
la trayectoria. Existe ademads
una version de esta medida en
la que se asignan pesos a los
puntos en base a la importancia

que tienen con respecto al resto
(WED, Distancia Euclidea
Ponderada) y que también ha
sido utilizada para explorar este
problema (Corrado, Puranik,
Pinon & Mavris, 2020) (15).

ED(A,B) =

n
Z dist? (ﬂ;, bl)
i=1

Con la matriz M calculada
Figura 7. Distancia SSPD entre la trayectoria 7"y 7°.  con los métodos ERP y SSPD,
(Fuente: BESSE, GUILLOUET, LOUBES & ROYER, 2016) ge entrenan los modelos
DBSCAN y HDBSCAN, utili-
zando el médulo clister de la libreria scikit-learn. Se itera cada uno de ellos
calculando el valor éptimo de distancia € que minimiza la varianza interna
de los clisteres (uno para SSPD y otro para ERP, que son utilizados en el
modelo DBSCAN). Esto se hace con el «método de la rodilla», represen-
tando el grafico del k-ésimo mds cercano. En el eje X del grafico se muestran
todos los puntos del conjunto de datos ordenados de acuerdo con la distancia
al k-ésimo vecino mds cercano, generalmente comenzando por el punto con
la menor distancia. Mientras que en el eje Y se representa la distancia al
k-ésimo vecino mds cercano para cada punto. La distancia se calcula nor-
malmente con una métrica de distancia como la euclidiana (figura 8).

El punto de inflexién o «rodilla» suele ser una buena eleccién para épsilon (¢)
porque representa un aumento en la distancia del k-ésimo vecino que no se
debe a la variacion natural de las distancias dentro de los clusteres, sino al es-
pacio entre éstos, y se cal-culan los minPts (y min_cluster_size en el caso de
HDBSCAN) a tener en cuenta durante el entrenamiento de los modelos. Para
validar la eleccién de minPts y min_cluster_size se evalian los modelos con

P-JI Pll )l]

(15) CorrADO, S.J.; PURANIK, T. G.; PINON, O.J.; MAVRIS, D. N. (2020): «Trajectory Clus-
tering within the Terminal Airspace Utilizing a Weighted Distance Function». Eighth OpenSky
Symposium, https://doi.org/10.3390/proceedings2020059007
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del pardmetro ¢. (Elaboracion propia)

donde k es el nimero de clusteres, 0, 1a dispersion intracluster del cluster i, o,
la dispersion intraclister del cliister’ J.yd(c, C/) es la distancia entre los cen-
troides de los clusteres i y j. Una ventaja del indice de Davies-Bouldin es su
interpretacion intuitiva: valores mds bajos indican una mejor particion de los
datos. Sin embargo, puede verse afectado por la eleccion de la métrica de dis-
tancia y su sensibilidad a la dimensionalidad de los datos.

Por otro lado, el Indice de Silueta mide la cohesién intraclister y la sepa-
racién interclister, proporcionando una puntuacion para cada punto de datos
en funcién de cudn similar es a su propio clister en comparacién con otros
clasteres. La férmula resultante es:

g b(i1)—a(i
s(i) = max({zz(i—).{bgé)}

donde a(i) es la distancia media del punto i a los demds puntos dentro de su
claster, y b(i) es la distancia media mas pequeiia del punto i a los puntos en un
claster diferente. El coeficiente de silueta s(i) varia entre -1 y 1, donde valores
mds altos indican una mejor calidad de agrupamiento. El indice de silueta es
ventajoso debido a su capacidad para manejar diferentes formas y densidades
de cldster y no requiere el conocimiento previo del nimero de clisteres. Sin
embargo, puede ser computacionalmente costoso para grandes conjuntos de
datos y su interpretacion puede resultar mds dificil que la del indice de Davies-
Bouldin debido a la evaluacion de cada punto individualmente.

Una vez con los hiperparametros de cada modelo calculados en base a los
resultados de estas dos métricas, pueden analizarse los resultados de vuelos
andmalos en las trazas consideradas. Hay entonces cuatro resultados para cada
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experimento, con ERP, con SSPD, y para cada uno de ellos resultados basandose
en la combinacién de hiperpardmetros de la que se obtienen mejores valores de
las métricas de los indices de Davies-Bouldin y de Silueta.

Resultados de la experimentacion realizada y discusion

En la primera experimentacion se mantienen todos los pasos del preprocesado,
incluyendo la eliminacién de los puntos de taxi. En ella se obtienen:

INDICE DAVIES-BOULDIN INDICE SILUETA

DBSCAN HDBSCAN DBSCAN HDBSCAN
SSPD 1.11 0.55 0.67 091
ERP 0.99 0.37 0.72 0.93

Tabla 1. Métricas obtenidas para los modelos entrenados sobre la experimentacién de 1.710
trazas de vuelo sin datos taxi. (Elaboracién propia)

A primera vista, los resultados, teniendo en cuenta la forma de medir de
cada métrica como se ha indicado previamente, parece mejorar notablemente
con el modelo HDBSCAN. Ademads, el SSPD, pese a ser una metodologia
mads sencilla de computar para calcular distancias entre trazas de vuelos, obtiene
unos resultados similares en rendimiento a metodologias de calculo computa-
cionalmente mds costosas como el ERP.

En cuanto a las trazas determinadas como andmalas para cada caso respecto
al total de las 1.710 trazas de navegacion tenidas en cuenta:

INDICE DAVIES-BOULDIN INDICE SILUETA

DBSCAN HDBSCAN DBSCAN HDBSCAN
SSPD 190 57 116 18
ERP 335 47 142 47

Tabla 2. Trazas de navegacién andmalas obtenidas en los modelos entrenados sobre la experi-
mentacién de 1.710 trazas de vuelo sin datos taxi. (Elaboracion propia)

En el tratamiento de vuelos andmalos, el algoritmo HDBSCAN suele resultar
en mayores ajustes de las rutas y menores tasas de anomalias. Se pueden ver las
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trazas anémalas graficadas en rojo en las siguientes imdgenes (figuras 9 y 10)
para los modelos entrenados. En cada ruta mas del 90 por 100 de trazas de
media son consideradas normales y son indistinguibles generalmente bajo li-
neas de color azul superpuestas.

Figura 9. Comparativa visual de los agrupa- Figura 10. Comparativa visual de los agrupa-
mientos de trazas normales (azules) y andma- mientos de trazas normales (azules) y anéma-
las (rojas) para la métrica Indice de Davies- las (rojas) para la métrica Indice de Silueta,
Bouldin, habiendo eliminado tiempos de taxi. habiendo eliminado tiempos de taxi.
(Elaboracién propia) (Elaboracién propia)

En la segunda experimentacion no se eliminan los puntos de taxi de las
trazas. En ella se obtienen las siguientes métricas:

INDICE DAVIES-BOULDIN INDICE SILUETA

DBSCAN HDBSCAN DBSCAN HDBSCAN
SSPD 1.11 055 0.68 091
ERP 095 038 0.72 093

Tabla 3. Métricas obtenidas para los modelos entrenados sobre la experimentacién de 1.710 tra-
zas de vuelo sin datos taxi. (Elaboracién propia)

Las métricas son muy similares a las obtenidas tras eliminar los puntos de
taxi de las trazas de navegacion. En cuanto a las trazas determinadas como ano-
malas para cada caso, respecto al total de 1.710 trazas de navegacion tenidas en
cuenta, siguen siendo muy similares a las resultantes tras eliminar puntos de
taxi (con el costo computacional y el esfuerzo que podrian conllevar):
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INDICE DAVIES-BOULDIN INDICE SILUETA

DBSCAN HDBSCAN DBSCAN HDBSCAN
SSPD 192 54 106 15
ERP 357 53 146 13

Tabla 4. Trazas de navegacién andmalas obtenidas en los modelos entrenados sobre
experimentacion de 1.710 trazas de vuelo sin datos de taxi. (Elaboracién propia)

En el tratamiento de vuelos anémalos, el algoritmo HDBSCAN sigue re-
sultando en mayores ajustes de las rutas y menores tasas de anomalias, au-
mentando las trazas de vuelos andmalos muy ligeramente (< 2 por 100 de
media) en la mayoria de los casos. Se pueden ver las trazas anémalas grafica-
das en rojo en las siguientes imdgenes (figuras 11y 12), para los modelos entrena-
dos incluyendo datos de taxi.

Figura 11. Comparativa visual de los agrupa- Figura 12. Comparativa visual de los agrupa-
mientos de trazas normales (azules) y anéma- mientos de trazas normales (azules) y anéma-
las (rojas) para la métrica Indice de Davies- las (rOJas) para la métrica Indice de Silueta
Bouldin sin eliminar tiempos de taxi. sin eliminar tiempos de taxi.
(Elaboracién propia) (Elaboracién propia)

En cuanto al rendimiento de los distintos modelos procesados y sus entre-
namientos, resulta computacionalmente menos costoso (en torno a un 75 por
100 mas eficiente) calcular distancias entre trazas de navegacién siguiendo
la metodologia SSPD (figura 13). Sin embargo, la métrica de optimizacion

64 [Julio



TEMAS PROFESIONALES
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Figura 13. Rendimiento de los modelos entrenados en tiempo de computacién vs. nimero de
trazas de navegacion consideradas. (Elaboracion propia)

escogida, para optimizacion de los hiperpardmetros de cada modelo, no tiene
apenas impacto en el tiempo total de computo.

Conclusiones y perspectivas

A la vista de los resultados obtenidos en la experimentacién se puede con-
cluir que la metodologia de célculo de trazas de navegacién andmalas pre-
sentada generaliza correctamente los datos introducidos, incluyendo multi-
ples rutas en el mismo conjunto de datos. Ademads, es directamente aplicable
a datos de navegacién maritima, como los registrados en el Centro de Opera-
ciones y Vigilancia de Accién Maritima (COVAM) de la Armada. Es de
utilidad para automatizar la deteccién de trazas que sigan rutas no agrupables
a las tipicas (por las razones que sean, por ejemplo meteoroldgicas) sin tener
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que establecer reglas expertas para la deteccion (definicion de canales de ruta
o similar).

En este caso, el algoritmo HDBSCAN no se ve apenas influenciado por la
matriz de distancias o, lo que es lo mismo, es capaz de generalizar mejor, indis-
tintamente de las trayectorias del conjunto de datos de trazas de navegacion.
Sin embargo, para obtener un buen resultado con HDBSCAN es necesario es-
tudiar cada uno de los escenarios para conseguir buenos resultados, y resulta
mads dificil generalizar los modelos. La generalizacion correcta de un modelo
DBSCAN se debe en gran medida al calculo analitico del valor &, que permite
obtener el punto a partir del cual el aumento de cldsteres no hace més que fa-
vorecer un sobreajuste. En cuanto a las metodologias de cdlculo de distancia,
SSPD y ERP, ambas han tenido un comportamiento parecido respecto al ruido
detectado, pero ERP ha demostrado un peor rendimiento computacional. Esto
hace que, para usos como el agrupamiento de datos de trazas en tiempo real y a
coste computacional bajo, la metodologia de célculo de distancias SSPD sea
una mejor opcion.

Para futuros trabajos se propone seguir trabajando en datos que contengan
el mayor nimero de rutas posibles, detectando los agrupamientos en torno a
cada ruta, y estudiar el desempefio de estos modelos con flujos de navegacion
maritima, como, por ejemplo, los datos registrados por el COVAM.
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